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Resumo

O presente trabalho teve como principal objectivo apresentar os resultados mais importantes
sobre os modelos de regressao linear, ilustrando a sua aplicabilidade através de estudos que

foram elaborados com base em dados reais.

Como tal abordamos a anéalise de regressdo linear simples e descrevemos sumariamente a
regressao linear maltipla, que se distingue da anterior quando incorporadas mais do que uma

variavel independente no modelo de regressao.
Enquadrado na temética anterior, dedicAmos um capitulo a Analise de residuos.

Por dltimo, e como complemento da investigacdo realizada ao longo deste trabalho,
realizdmos alguns estudos aplicados a dados reais, que dizem respeito a Variabilidade da

Frequéncia Cardiaca.

Palavras-chave

Regressao Linear Simples, Regressdo Linear Mdltipla, Estimagéo dos Parametros, Aplicacdes a

Dados Reais.
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Abstract

This study's main objective was to present the most important results about the linear
regression models, illustrating its applicability through studies that were prepared based on

real data.

Therefore we touched the simple linear regression analysis and briefly describe the multiple
linear regression, distinct from the previous embedded when more than one independent

variable in the regress.
Framed in the previous issue, we devoted a chapter to Waste Analysis ion model.

Finally, and as a complement of research carried throughout this work we held some studies

applied to real data, which concern the Heart Rate Variability.

Keywords

Simple Linear Regression, Multiple Linear Regression, Parameter Estimation, Applications to

Real Data.
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Modelo de Regressdo Linear e suas Aplicacfes

1. INTRODUCAO

“O termo ‘regressdo’ foi proposto pela primeira vez por Sir Francis Galton em 1885 num
estudo onde demonstrou que a altura dos filhos ndo tende a reflectir a altura dos pais, mas
tende sim a regredir para a média da populacdo. Actualmente, o termo “Analise de
Regressdo” define um conjunto vasto de técnicas estatisticas usadas para modelar relacfes
entre variaveis e predizer o valor de uma ou mais variaveis dependentes (ou de resposta) a

partir de um conjunto de variaveis independentes (ou predictoras).” (Maroco, 2003)

A tematica deste trabalho sera a analise de regressdo linear, no entanto, faremos de seguida
uma pequena abordagem ao coeficiente de correlagédo e consequentemente ao coeficiente de

determinacéo.

A anélise de correlacdo tem como objectivo a avaliacdo do grau de associacdo entre duas

variaveis, X e Y, ou seja, mede a “forca” de relacionamento linear entre as varidveis X e Y.

Para quantificar a relacdo entre duas varidveis quantitativas utiliza-se o coeficiente de

correlacéo linear de Pearson.

O coeficiente de correlacéo linear de Pearson entre duas variaveis quantitativas, X e Y, é

dado por:
Y -0y, - y)
R, = :
2
VEL Gy =22 |2 (y, - 7)
onde

xI
[
SRR

5 1=

Il
-
Il
-

ou seja, é o0 quociente entre a covariancia entre X e Y e o produto de desvios padrdo de X e
Y.

A partir de R,, podemos tirar conclusGes sobre a direccdo e intensidade da relacéo existente

entre as variaveis X e Y. Ndo existe uma “classificacdo” unanime da correlacdo. Nés optamos

por seguir a considerada por Santos (2007) que é a apresentada na Tabela 1.1.
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Tabela 1.1- Interpretacdo do coeficiente de correlacdo de Pearson.

Coeficiente de

correlagdo Correlagdo
Ry, =1 Perfeita positiva
08=<Ryy <1 Forte positiva
0,5<R,, <08 Moderada positiva

0,1 <Ry, <05

Fraca positiva

0<R,, <01 infima positiva
0 Nula
—0,1<R,, <0 infima negativa

—0,5 < Ry, < —0,1

Fraca negativa

0,8 <Ry, <—05

Moderada negativa

~1< R, <—08

Forte negativa

Ry =-1 Perfeita negativa

Para investigar a relacéo entre duas variaveis, X e Y, podemos representar os valores das
variaveis num grafico de dispersao. Afirma-se que existe uma relagdo linear entre as variaveis

se os dados se aproximarem de uma linha recta.

A partir da observacdo do diagrama de dispersdo verificamos se a correlagdo entre as duas
variaveis € mais ou menos forte, de acordo com a proximidade dos pontos em relagdo a uma
recta. Na Figura 1.1, podemos observar alguns exemplos de graficos de dispersdo e a

respectiva “classificacdo” da correlagéo.

Dependendo da relacdo entre as variaveis e da intensidade com que se relacionam, a recta

obtida sera um melhor ou pior modelo para traduzir a relacéo entre elas.

De seguida iremos definir o coeficiente de determinagdo, que é igual ao quadrado do

coeficiente de correlacéo de Pearson.

Como vimos, o coeficiente de correlagdo linear de Pearson entre duas variaveis serve para
medir a intensidade da relacdo linear entre elas. O coeficiente de determinagdo € mais
indicado para medir a explicacdo da recta de regressdo. Assim, quanto mais proximo de 1
estiver o valor do coeficiente de determinacdo, maior a percentagem da variacdo de Y

explicada pela recta estimada, e por conseguinte, maior a qualidade do ajustamento.
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¥, Correlacgéo positiva Y, Correlagdo negativa
-
- - * * -
- - -
. * . - .
L] L] -
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Figura 1.1- Classificacdo da correlagdo através do diagrama de disperséo, disponivel em Santos (2007).

O coeficiente de determinacao é dado por

Cr (i — D@ — M)?

2
Ry =

i —%)2 %

n

= (vi — yE

O R%, toma valores entre zero e um. A qualidade do ajuste ser& tanto maior quanto mais RZ,

se aproximar de 1.

Em resumo, a presenca ou auséncia de relacédo linear pode ser averiguada a partir de dois

pontos distintos:

a) quantificando a forca dessa relacdo, e para isso usamos a analise de correlacao;

b) ou explicitando a forma dessa relacédo, fazendo uso da analise de regresséo.
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Ambas as técnicas, apesar de intimamente ligadas, diferem, pois na correlacdo todas as
variaveis sao aleatérias e desempenham o mesmo papel, ndo havendo nenhuma dependéncia,

enquanto na regressdo isso ndo acontece.

Assim, a analise de regressdo estuda o relacionamento entre uma variavel denominada de
dependente, Y , e uma ou varias variaveis independentes, X, (X3, X, ..., X,,). Caso se considere
apenas uma variavel independente apelidamos de analise de regressao simples, caso usemos

duas ou mais variaveis, de analise de regressao multipla.

A importancia do estudo da analise de regressdo advém da necessidade do estudo de
determinados fendmenos nas Ciéncias da Natureza (Fisica, Biologia, Quimica, ...), nas Ciéncias

Sociais, nas Ciéncias da Saude, ...

Ainda que operacionalmente simples, existem certos aspectos do uso da regressado linear que

merecem uma discussdo adicional e sobre os quais nos debrucaremos neste trabalho.

Assim, no capitulo 2 debrugcamo-nos sobre a regressdo linear simples e apresentamos o
modelo tedrico. Sdo discutidos temas como os parametros do modelo, as propriedades dos

estimadores e inferéncia dos parametros.

E feita uma breve abordagem sobre a analise de regresso linear multipla no capitulo 3. Neste
capitulo, é apresentado o modelo teérico e os seus pressupostos. E ainda feita referéncia a

analise de variancia, de extrema importéncia para a regressao linear multipla.

No capitulo 4 é feita a andlise de residuos, onde sdo apresentados alguns dos métodos

existentes para verificagdo dos pressupostos.

No capitulo 5 sdo apresentadas algumas aplicacdes a dados reais recorrendo ao uso do SPSS
(Statistical Package for the Social Sciences, versdo 19), exemplificando algumas técnicas
descritas no trabalho.

Por altimo, no capitulo 6, sdo apresentadas algumas conclusées.
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2. ANALISE DE REGRESSAO SIMPLES

A analise de regressdo linear estuda a relacdo entre a variavel dependente ou variavel

resposta (Y) e uma ou varias variaveis independentes ou regressoras (X, ..., X,).

Esta relacdo representa-se por meio de um modelo matematico, ou seja, por uma equacao

que associa a variavel dependente (Y) com as variaveis independentes (X, ..., X,).

O Modelo de Regressdo Linear Simples define-se como a relacédo linear entre a variavel

dependente (Y) e uma variavel independente (X).

Enquanto que o Modelo de Regressdo Linear Multiplo define-se como a relagdo linear entre a

variavel dependente (Y) e varias variaveis independentes (Xj, ..., X},).

Neste capitulo vamos apenas debrucar-nos sobre o modelo de regressdo linear simples. Sera
apresentado o modelo tedrico e o0s seus pressupostos, assim como a estimacao dos parametros
do modelo pelo método dos minimos quadrados. Serdo ainda construidos testes e intervalos

de confiancga para os parametros do modelo.
2.1. MODELO TEORICO

A equacdo representativa do modelo de regresséo linear simples é dado por:
Vi=BotBixit+e, i=1.,n (2.1)
onde:

. y; representa o valor da variavel resposta ou dependente, Y, na observacdoi ,i=1,..,n

(aleatéria);

. x; representa o valor da variavel independente, X, na observacdo i, i=1,..,n (ndo

aleatéria);

. & ,i=1,..,n sdo variaveis aleatorias que correspondem ao erro (variavel que permite

explicar a variabilidade existente em Y e que ndo é explicada por X);
. Bo € B, correspondem aos parametros do modelo.

O parametro f3, representa o ponto em que a recta regressora corta o eixo dos yy quando

X = 0 e é chamado de intercepto ou coeficiente linear.
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O paradmetro B; representa a inclinacdo da recta regressora, expressando a taxa de mudanca
em Y, ou seja, indica a mudanca na média da distribuicdo de probabilidade de Y para um

aumento de uma unidade na variavel X.

Na Figura 2.1 podemos observar a interpretacdo geométrica dos parametros S, e ;.-

Figura 2.1- Interpretacdo geométrica dos parametros B, e 81
2.2.PRESSUPOSTOS DO MODELO
Ao definir o modelo (2.1) estamos a pressupor que:

a) Arelacdo existente entre Y e X é linear.

b) Os erros sdo independentes com média nula.
Pressupondo entdo que E(g;) = 0, tem-se:
E@) = EBo + frx; + &)
= po + Prxi + E(&)
= Po + Bixi- (2.2)

Por outro lado, podemos afirmar que o erro de uma observacdo € independente do

erro de outra observacdo, o que significa que:
cov(si,ej) = E(sisj) - E(ei)E(ej) = E(sisj) =0, parai#j, i,j=1,..,n.

c) Avariancia do erro é constante, isto é var(s;) = 0%, i =1,...,n.
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Tem-se entao

var(e;) = E(e}) — [E(e)]* = E(e}) = 0?,

=0

e consequentemente
=0

var(y;) = var(By + Bix; + &) = var(B, + B1x;) + var(s;) = a2.
| G N —

termo constante = g2

d) Oserros, ¢, i =1,...,n, sdo normalmente distribuidos.

Concluimos portanto, de b) e ¢), que

£~N(0,02), i

1,..n,

e portanto que

yi~N(Bo + B1x;,0%), i=1,..,n.
2.3. ESTIMACAO DOS PARAMETROS DO MODELO

Supondo que existe efectivamente uma relacdo linear entre X e Y, coloca-se a questdo de

como estimar os parametros 8, e B;-

Karl Gauss entre 1777 e 1855 propds estimar os parametros S, e §, visando minimizar a soma
dos quadrados dos desvios, e;, i = 1,...,n, chamando este processo de método dos minimos

guadrados. Este método sera descrito de seguida. (Maroco, 2003)
2.3.1.Método dos minimos quadrados

O método dos minimos quadrados consiste na obtencdo dos estimadores dos coeficientes de
regressdo f, e B,, minimizando os residuos do modelo de regressdo linear, calculados como a

diferenca entre os valores observados, y;, e os valores estimados, ;, isto é
ei=3’i_}7i» i=1,...,n.

Em termos graficos, os residuos sdo representados pelas distancias verticais entre os valores

observados e os valores ajustados, como mostra a Figura 2.2.



Modelo de Regressdo Linear e suas Aplicactes

Residuos
positivos

Residuos
negativos

e, e,
€3

Jel

Figura 2.2- Representacéo grafica dos residuos

O método dos minimos quadrados prop8e entdo encontrar os valores de B, e f; para os quais a

soma dos quadrados dos residuos (SQE) é minima. Tem-se entéo:
n n
SQE =) ef =) (=9’
i=1 i=1
n
2
=D 0= Go +Aixd)” 23)
i=1

= 01 = o= Bux?,

com Y7 e; =0 (dai o facto de ser considerado o quadrado de ¢;, i =1, ...,n).

Precisamos agora de calcular as derivadas parciais de SQFE em ordem a j, e 3,, obtendo-se:

ISQE _ _~

S5 =2 ;(yi ~ Bo = frx)
9SQE X '
0B -2 ;(Yi = Bo — B1x) x;

Igualando estas derivadas a zero e substituindo B, e, por B, e B, por forma a indicar

valores concretos destes parametros, tem-se

f _Zzn:(Yi —Bo—Bix) =0

l_zi(}’i —Bo—Bixi)xi =0
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n n
(UGO = Vi— G1Xi
0 TR S 24)
Bo ) xi+Ps XiZ_ZXiYiZO
i=1 i=1 i=1
5 _ =1 i _[’31 Diz1 X
e n n
[?0 =y- 319_5 (2.5)

— 1 — 1 JoRT .
emque ¥ = ;Z?:lxi ey=-— .Y, representam as médias de X e Y, respectivamente.

Vamos agora pegar na 22 equacdo de (2.4) e tentar chegar & expressdo de f;. Ora

n

n n
ﬁ1zxi2 = inJ’i —Bozxi
i=1

i=1 i=1

@B1ixi2 =ixi3’i—(y—.@1f)ixi-
1 i=1

i=1 i=

Como
n n n
in%' _yzxi +ﬁ1fzxi
=1 =1 i=1
n
= Z X;y; — Xy + npx?,
i=1
vem

i=1 i=1
n n
=3 (Z x? — m‘c2> = le-yl- —nxy &
i=1 i=1
o p = D=1 Xy — nXy (2.6)
1 - .

n 2 _ =2 "
Lixi —nx



Modelo de Regressdo Linear e suas Aplicactes

B, e B;, anteriormente determinados em (2.5) e (2.6), sdo designados como os Estimadores de

Minimos Quadrados de B, e B;.
De seguida serdo apresentadas algumas propriedades do ajuste dos minimos quadrados.

e Como vimos, os residuos correspondem a diferenca entre os valores observados,

y;, i =1,..,n, e os correspondentes valores ajustados, ¥;, i = 1, ...,n, isto é:
ee=y;— ¥
=y — (.30 + .31951');
com
?i=ﬁ0+ﬁ1xi, l=1,,1‘L
a) Yi-.e; =0, o que significa que a soma dos residuos é sempre nula;
b) Y™, e? é minima;
c) X,y =Xr.9:, 0 que significa que a soma dos valores observados y; é igual a soma

dos valores ajustados 9;;

d) A recta obtida pelo método dos minimos quadrados passa sempre pelo ponto (X, y).
Demonstracdo: Como
Vi = Bo + Bixi + &
=Po+ Bix;i + & + X — BiX
=Po+ Pr(xi —X) + X + g
= (Bo + f1X) + fr(x; — %) + &
=B+ B(x; — %) + &,
com
Bo® = Bo + i %.
Logo, os valores ajustados serdo dados por:
9= B3 + By(x; — %)

= ﬁo + Blf + ﬁi(xi - X)

10
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= (¥ —5i%X) + pix + f(x; — %)
=y+p(x—X%),
visto que
Po=3-Pix.
Assim, no ponto de abcissa x, vem
Bi=y+hGE-0=7.
2.3.2.Propriedades dos Estimadores

a) Valor esperado e variancia de j;

Valor esperado de 5,

Como vimos, de (2.6), tem-se

b, = Yic Xy —nxy N, (g — X)y;
1= — = —
Lixf—nx? XL (g —X)?

= i Qiyi, (2.7)
i=1

com

Xi—f

Desta forma, de (2.2), vem
E(p,)=E (Z Qi%‘) = Z QE()
i=1 i=1

= Z Qi(Bo + B1xy)
i=1

=Bo i Qi+ B Zn: Qix; . (2.8)

11
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Visto que
n —
ZQ _ 2 (g — %)
£ T G — %)
_ Yis1 X —nX
Uiz (g — X)?
_ o1 X = D=1 X -0
2ini (g —%)?
e que

n

Z Qix; =

i=1

s (g — X)x; _

DNCIEE L

n 2 n =
=1 X — Njm1 X

Xt (x —%)?

n 2 72
i=1 xi —nx

T3 (g - x)?

_ Xl —%)?

b CEE i

pegando em (2.8) concluimos que
E(E1)=BOX0+,81X1=.81' (2.9)
o que significa que B, é um estimador centrado de ;.

Variancia de 3,

De (2.7) temos que

var(ﬁl) = var (Z Qiyi> .
i=1

Como y;,i = 1,...,n sdo variaveis independentes, temos que

var(ﬁl) Z var(Q;y;) = Z Qz var(Y;) = Z le 2 _

0.2

n 1(xL - x)Z
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b)

visto que

Q? = ﬂ
ORI

Valor esperado e variancia de f3,

Valor esperado de $,

Da 12 equacéo de (2.5) tem-se 3, = y — B, %, e visto que, de (2.9) se tem E(f;) = 1,

obtemos:
E(Iéo) = E(l_’ - ﬁif)

=E®) - xE(B,)

-5(2%) -

i=1

= zn: E(T}l]l) —Xpy

1 n
= ). B+ Bux) =,

=—Bo+ L=~ TB1 = fo. (2.10)
Logo B, é um estimador centrado de S,.

Variancia de 8,
Tem-se
var(fy) = var(y — p1%) = var(y) + var(p,x) — 2cov (¥, p,%) . (2.11)
Ora
cov(y, %) = E(¥p1x) — EGHE(Bix) =

= E(xyB,) ~ E (Z %> %B;

i=1

13
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_ 2 (Bo+Baxite) 5 xB
= E(pER ) SRy By

Yi=PBo+Pixi+&
x 2 5 B
= 2 TalBoBy + xipi® + E(eiby)] - 52 T (Bo + Buxy)
E(ﬁ1) =p

_ "Tﬁlzl(ﬁo B + gzl E(efy) - xTﬁlZl(ﬁo +Bix)

n

=5 B(ay).

i=1

Como

E(Siﬁl) =FE|¢ —Z}lzl(xj _ f)yj] =

PN (g —X)?

_ Xy — D)E[ey)]
i (g — %)?

Toa(x; = R)E[e(Bo + Brx; + &)
Y (g — )2

B Z;‘lzl(xj — %)[BoE (&) + BixE(g;) + E(gje;)]
B ?:1(951‘ —X)?

71( — X)E(g5€:)
(g —%)?

Uma vez que, quando i # j , E(g¢;) = 0, vem
E(siﬁl) =0.
Por outro lado, quando i = j,
E(gg) = E(eD).
Como
var(e;) = E(e?) — (E(e)” = E(?) = o

=0

vem

E(Ejgi) = 0'2
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e consequentemente

n(x; — %)o?
E(eiby) = Z]r__lzl(ézi _’;);

2 Z;Ll(xf - Q_C) _

== 2 o,

Y (-2

visto que

Podemos entdo concluir que
cov(;‘z, Bly‘c) =0.
Assim, voltando a (2.11),

var(,[?o) =var(y) + var(ﬁlf)

= var (Z %) + x2var(B,) .
i=1

Como y;, i =1,...,n, séo independentes, temos que:

n 2

o 1 o
var(B,) = —Z var(y) + ¥’ o0————
(o) n? pr l feg (o — %)?
no? o?

L
n? Tty (g —%)?

, (1 x?
=0 (z e x)2> |
c) Covariancia entre f, e p;
cov(Bo, B1) = E(Bobr) — E(Bo)E(B1)
= E[(5 - pr2) ] - Bobiy

=E [3731 - 9_5312] — Bob1

15
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= E(yﬁ1) —XE (/?12) = Bobi -
Como var(B;) = E(BZ) — (E([?l))2 vem

cov(ﬁo,[%) =F [%i}’iﬁl —X [var(ﬁl) + (5(31))2] — Bob

1% 5 :
= ;Z E[(ﬁo + Bix; + gi)ﬁl] —-X [Zn i

i=1 i=1

v + .312] — BoB

(Xi—f

xo?

BN XB:* = Bobu

E[Bopy + BiBrx; + €:1]

S|

n
i=1
xo?

1% , ) i
= ;Z[/”o/ﬂ + B x + E(Eiﬁ1)] - m —XB1° — BoP1

1 3 X2
= BoBy + B % + EZ E(&:B:) - ﬁ — %B:% = Bobs

?zl(xi

xo?

IOy —®?
uma vez que, como provado anteriormente, E(&;$;) = 0.
d) Distribuicdo amostral de g, e de B,

Como vimos anteriormente, de (2.7) temos que:

B = Zn: Qiyi,
i1

Xi—X

comQ; = 55— .
Qi Xl (1 —%)?

Logo B; é uma combinagdo linear dos y;, i = 1,..,n. Assim como o f,, definido em

(2.5). Concluimos portanto que, uma vez que y; sao normalmente distribuidos, com
Yi~N(Bo + B1x,0%),  i=1,..,n.

quer B, quer B; sdo normalmente distribuidos.
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Assim, considerando o valor esperado e a variancia de 8, e $, que obtivemos em a) e

b) temos que:

. A distribuicdo amostral para 3, sera:

Bo~N (ﬁof o? (1 + )_C—Z_)) ;
n ?:1(xi - x)?

. A distribuico amostral para 3, sera:

2
pi~N (ﬁpna—_> .
o, (= x)?
2.4.ESTIMADOR DE o2

Tal como os parametros do modelo §, e f;, também é necessario obter um estimador da

variancia dos erros, isto €, um estimador de ¢?2.

Como vimos anteriormente

n n
SQF = ) et = ) (=90
i=1 i=1

= i (J’i - (Bo + Bﬂﬁ'))z

i

=S (2~ 2o + ) + (o + Bux)’) =
i=1

4

Bo=7 - (7- bz -x)

n
= ) [¥2 = 2y7 + 20 - 2y + 57 — 251 G ) + B G - Y]

i=1

n n n
= > 0= =28 ) i = v+ 7% = 1) + 7 ) G- )’
i=1 i=1 i=1

= i(yi —y)*=2p, Zn:(?c -x)(J —y) + Bt zn:(xi - %)
i=1 i=1 i=1

17



Modelo de Regressdo Linear e suas Aplicactes

=i i — }_’)2 _2/?1 il -y + ﬁ1 Yl -0y

Yin (i — D)y,

h=~r %

zn:(yl' -9?=h zn:(xi - %)y
i=1 i=1

Vamos agora calcular o valor esperado de SQE, isto é,

E(SQE) = E(Zn:(yi -yi- 31271:(&- - ?c)yi>

Z(yf) —-ny?

=02+(By+ Byxi)’
=var(y) +(E0))’

1
ZE(YL)—HE(Y )— mE

=var@) + (E®)°

Zl (x x)yl
(2?1@—@2 20" "”l)

5]

2 2
:%+(50+ﬁ12)

n

2 1 n
= Z(JZ + (B + B1x)?) —n <% + (B + [312)2> - m X [var (Z(xi - x)yi> + (E

i=1 i=1

n 2
(x x)yiD ] - (212)

Calculamos

var (i(xi - )_c)yl-) = Zn:(xi -0 xvar(y;) = Zn:(xi -%)?%x0?

i=1 i=1 i=1

E <i(xi - J_C)}’i> = i(xi -0 EQ) = i(xi -x) (Bo + P1xi) -
=1 i=1 i=1

Pegando novamente em (2.12), obtemos
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E(SQE) =

n

ZO’Z-I-

(=1

t

i=

N 1 = 1
(Bo + B1x)? — 0% —n(By + p1X)* — W(Z(Jﬁ -0 % 02)
1 =1 T\
no?

2
szl 2 G2 (Bo + Bixd)
il -2 <; ° )

= no? + Z(ﬁo + B1x)? — 0% —n(Bo + f1%;)? — 0
i=1

n n 2
1
Y G -%)? [ﬂo Z(Xz -x)+ B Z(Xi -x) xl]
=1V T X i=1 i=1
ﬁro_J
=Z(xi —x)?
n B + 2BoBx; + Bix} Z

—_—
=0*(n—2) + ;(ﬁo + B1x)? —n(By + P1%,)?* — B? Qi - D) %)

Z?:l(xi - 9_‘)2
Bo + 2BoBi X + BEF*

n n

= (1= 2) + nfiF + 260y ) %+ B2 ) xF = nfy = 2nfofiE — ni¥ -

=1

n
X .812 Z(Xz - 9_5)2
, i=1 i=1
= 2B pynx

= i(xl - x)?

n

et n
=o2(n—2) + 2 (Z x?— m‘ﬁ) —BfZ(xi -%)?2

=0?(n—-2) (2.13)

Concluimos portanto que E(SQE) = a?(n — 2), o que implica que o estimador centrado de o2
sera

em que QME representa o quadrado médio dos erros.

2.5. TESTES E INTERVALOS DE CONFIANCA PARA OS PARAMETROS DO MODELO

Nesta seccao construiremos testes de hipdteses e intervalos de confianca para B; e By,

considerando os pressupostos anteriormente referidos. Estes pressupostos levaram-nos a
concluir que as observactes

yi~N(Bo + B1x:, %), i=1,

v, M.

19
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2.5.1.Testes e intervalos de confianca para

Como vimos atras, o estimador pontual de 8, é dado por

ﬁA _ Z?:l(xi -0 —y)
! Dizi(x —%)?

n =

_ D=1 XiY; — NXy

- n 2 _ =2 "
e Xf —nx

Vimos também que a distribuicdo amostral de B, para o0 modelo de regressdo normal também

€ normal, uma vez que B, € uma combinacao linear dos y;, com:

E(B1) = Py;

o2

var(f,) = SN

Dai

R o?
ﬁ1~N (31;—?=1(xi — @2)-

Suponhamos que pretendemos testar as hipoteses

{Hoiﬁ1 =,31’
Hi:py # 6’

o0 que significa que pretendemos testar se B; € igual a um determinado valor f;.

Assim, a estatistica de teste sera dada por

com

o QME 52
S D CTEE ) N YN CAEE L

T tem distribuicdo t-student com n — 2 graus de liberdade, t_,y (ver por exemplo Maroco,
2003).
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Suponhamos agora que pretendemos testar

{HO:Bl =0 (2.14)

Hi:B, #0’

gue sado as hipéteses que queremos testar no modelo em questdo. Neste caso a estatistica de

teste podera ser reescrita da seguinte forma

B
T = S%~t(n_2). (2.15)
B

1

Logo, rejeita-se H,, para um nivel de significAncia «, se|T,p;| > ta-as,n-2) onde T,ps
representa o valor observado da estatistica T e t(1-a/,n-2) O quantil de ordem 1 —0‘/2 da

distribuicdo t com n — 2 graus de liberdade.
No que diz respeito ao intervalo de confianca, a (1 — a) x 100%, para 8; esse sera dado por
[[?1 —ta-a/,m-2)Sp,; By + t(1-“/2;n—2)5[;1] .
2.5.2.Testes e intervalos de confianca para g,
Como vimos, o estimador pontual de B, € dado por:
Bo =y —pBix.
Assumindo a normalidade das observacdes e visto que:

E(.éo) = pBo

=2
var(f,) = o2 (% + —?=1(;z — 9?)2>

tem-se

Bo~N (.30'02 (1 + —J_CZ — )) .
n (g —X%)?

Consideremos as hipoteses:

{Hoiﬂo =Py
Hy:Bo # Bo’

21
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a estatistica de teste sera dada por

com

o = a2 X2
o= 7 <E+z?=1<xi—x>2>
_ ME 1 x2
A <E+ ;;1<xi—fc>2>'

T° também segue uma distribuigéo ¢t com n — 2 graus de liberdade, t,_,).

Se por outro lado pretendermos testar as hipéteses:

{Ho:ﬁo=0
Hi:B,#0’

a estatistica de teste podera ser reescrita de seguinte forma
Po
TO = _Nt(n—z) .

Sp

0

Assim, rejeita-se H,, para um nivel de significancia de a, se |T,| > t(1-a/,n-2)» onde Tl

representa o valor observado de estatistica T°.

Quanto ao intervalo de confianca para ,, com (1 — a) x 100% de confianca, sera dado por

[Bo = t(1-e/,n-2)Spo o T t(l-“/zjn-z)sﬁo] '
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3. BREVE ABORDAGEM A REGRESSAO LINEAR

MULTIPLA

Neste capitulo faremos uma breve abordagem a regressao linear multipla.

Como referido anteriormente, a diferenga entre a regressdo linear multipla e a regressao
linear simples é que na multipla sdo consideradas duas ou mais varidveis explicativas
(independentes). As variaveis independentes sdo as ditas variaveis explicativas, uma vez que

explicam a variacdo de y.

Na regressdo linear multipla assumimos que existe uma relacédo linear entre uma variavel y

(variavel dependente) e p variaveis independentes (preditoras), x;, x,, ..., Xp-
3.1. MODELO TEORICO E SEUS PRESSUPOSTOS

O modelo de regressdo linear multipla com p variaveis explicativas é definido da seguinte

forma:

Vi = Bo+ Bixip + Boxip + o+ Bpxip + &, i =1,..,1, 3.1
em que
. y; representa o valor de vaiavel resposta na observagéo i, i =1, ...,n;

. Xi1,Xiz - X, i = 1,...,n s80 0s valores da i-ésima observagédo das p variaveis explicativas,

(constantes conhecidas);
- Bo, B1, B2, -, Bp 80 0s parametros ou coeficientes de regresséo;
. &, i =1,..,n correspondem aos erros aleatorios.

Este modelo descreve um hiperplano p-dimensional referente as variaveis explicativas como

mostra a Figura 3.1.

23
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-2.18 7
25.00

15.00 125.00

Figura 3.1- Hiperplano p-dimensional referente as variaveis explicativas.

Os parametros f;,j = 1, ...,p, representam a média esperada na variavel resposta, Y, quando a
variavel X;, i =1,..,p sofre um acréscimo unitario, enquanto todas as outras variaveis

Xy, k # j s8o mantidas constantes.
Por esse motivo os g;, j = 1, ...,p sdo chamados de coeficientes parciais.

O parametro B, corresponde ao intercepto do plano de regresséo. Se a abrangéncia do modelo
incluir X; =0, j =1,...,p, entdo f, sera a media de Y nesse ponto. Caso contrario néo existe

interpretacédo pratica para f,.

3.1.1.Interacdes

Vamos considerar o caso particular do modelo de regressao linear multipla com duas variaveis

explicativas X; e X,. Assim, 0 modelo sera definido por

Se considerarmos um modelo mais complexo, em que existe interac¢do entre as variaveis

explicativas, obtemos

Interaccéo

Neste caso, X;X, representa a interaccdo existente entre as variaveis X; e X,. Se a interacéo

existir e for significativa, o efeito de X; na resposta média depende do nivel X, e vice-versa.
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3.1.2.Pressupostos do modelo

Os pressupostos para o modelo de regressédo linear multipla sdo analogos ao do modelo de

regressao linear simples. Assim tem-se:

a) Elg]l=0,i=1,..,n;
b) Os erros sédo independentes;
c) Vigl =02 i=1,..,n (variancias constantes);

d) Os erros tém distribui¢do normal.

Destes pressupostos, concluimos que g~N(0,02), i = 1,..,n e consequentemente que y tem

distribuicdo normal com varancia o2 e, para o caso de modelo definido em (3.1),
E(Y) = Bo + f1X1 + BoXo + -+ BpXp .
3.1.3.Representacdo matricial do método de regressao linear multipla

Como vimos em (3.1), a expressao geral de i-ésima observacdo no modelo de regresséo linear

(sem interaccgéo) é dada por:
Vi = Bo + Bixix + BoXiz + -+ Bpxip + & i=1..,n.

Este modelo pode ser reescrito em notagcdo matricial da seguinte forma:

Y=XB+e, (3.4)
onde
yl 1 xll ae xl‘p_
X _ y.Z }_( _ 1 x.21 .xz-'p _ [1 x Ep]
In 1 Xp1 ... Xppl
Bo &1]
£
B = B:l €= :2
By &

Concluimos entéo que:

. € € um vector de dimensdo n X 1 cujas componentes sdo os erros aleatorios, ¢;, i =1,...,n ;

. Y é um vector n x 1 cujas componentes correspondem as n respostas, yi, ..., ,, constituido

pelas observag6es da variavel resposta;

25
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. X é uma matriz de dimensdo n X (p + 1) denominada matriz do modelo, cujas colunas séo

constituidas pelos vectores 1=(1,..,1) e x;=(xyj, .., %, ),j=1,.,p. A notagdo A’

representa a transposta da matriz A.

. B é um vector coluna (p+ 1) x1 cujos elementos sdo os coeficientes de regressédo,

.80’ Bl! !.Bp'

Uma vez que ¢ é normalmente distribuido, tendo-se e~N(0,021,), com 0 o vector nulo e I, a
matriz identidade de ordem n, Y serd normalmente distribuido com E(Z) = XB e matriz de

variancias-covariancias cov(Y) = o2l,, isto é
~N (XB,0%L,).
3.2.ESTIMACAO DO PARAMETRO DO MODELO

De modo analogo a regressao simples, usando o método dos minimos quadrados, pretendemos

encontrar o vector de estimadores £, com componentes (B, Ay, ..., f,), que minimiza

S0t = Yo = e= (v~ 19) (1)

=Y'Y-Y'XB- XY +BXX

=Y'Y - 2B'X'Y + f'X'XB,

'Y, pois este produto é igual a um escalar.

uma vez que se tem Y'XB = g’

Derivando g obtemos



Modelo de Regressdo Linear e suas Aplicacfes

onde, X~ representa a matriz inversa de X. De (3.4), concluimos que o modelo de regressdo
linear ajustado é

Y =xp

e o vector dos residuos

I
1]
|~
|
o)

3.2.1.Propriedades dos estimadores

a) Valor esperado de §:
E()=E[(xx) x|
=E[(xx) "8 (28 +¢)]
=E[(xX) XX+ (X'X) " X'e|
= E [Lyaf| + E[(X'X) 7 Xe]
=p+(X'X) X'E[e] = 8,
visto que E[g] = 0e (X'X) " X'X = Iy -
b) Matriz de covariancias de E:

Sendo W um vector das variaveis aleatérias W, ..., W,,, entdo a matriz de covariancias
de W é dada por

cov(W) =EWW") — EW)EW)',

que na forma matricial é escrita como

var(W,) cov(W, Wy) cov(Wy,W3) ... cov(Wy, W,)

cov(W,, W) var(W,) cov(W,,W5) ... cov(Wy, W)

cov(w) =cov(W5, W) cov(Ws, W) var(Ws) v cov(Wy, W)
cov(W,, W) cov(W,,W,) cov(W,,,W3) .. var(W,)

Assim, a matriz de covariancias de f sera definida por:
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=E (((M)‘lﬂ) ((M)‘lz'z)') ~ BB’
= (X' X) ' XE(YY)X(X'X)" - BB’
= (X'X) 7 X' [cov(v) + E(E(Y) x(x'x) ™" - B’
= (X'%) X' cov(NX(X'X)" + (X'X) XE(WE() X(X'X)” - BB

Como vimos anteriormente cov(Y) = o2, e E(Y) = XB , logo

cov(f) = o2(x'X) " X' LXX'X) " + (x'%) "'x' (x8) (x8) X(x'X)”" - BB’

= Ip4q

= o2(x'x) " + (X'X) X' XBEX'X(X'X) - BB’
( XpE, ) -8B

= Iy = Iy

— O.Z(KIK)_]' +%/ _ﬁ’
= GZ(K’K)_l ,
visto que K’g(g’g)_l =1l -

3.3. ESTIMADOR DE @2
Consideremos a soma do quadrado dos residuos, que como vimos anteriormente, é definido

por:

so8=Y e = (r-0)(-7)

Uma vez que X'Xp = X'Y e de (3.5) se tem 8 = (K’K)_lg’z obtemos:
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Pelo que
SQE =Y (I, - X(x'X)"'X")x.

Se Y~N (li: Z) entdo, Y'AY segue uma distribuicdo qui-quadrado ndo central com g graus de

liberdade e pardmetro de ndo centralidade de § = %M'A#, Z’A_Y~)(§,5 , (ver, por exemplo,

Mexia, 1995) e g corresponde a caracteristica de matriz 4, g = car(4).
Como assumimos que o vector dos erros e~N(0; 621,), segue que Y~N (Kﬁ; azln).

Desta forma, obtemos que

SQE Y’ a1,

= o - X)X Y
-1

com r = car (In -X(X'X) K’). Neste caso

18X (I — X(X'X) X)X
§==-= 5 ==0
2 o

r=n—(p+1),

entao ";f—f segue uma distribuic@o qui-quadrado central com n — (p + 1) graus de liberdade,

SQE

0_2 ~Xn—(p+1) ’

Portanto, um estimador n&o viciado para o2 é dado por:

SQE
n—p—1’

62 = QME =

29
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3.4. ANALISE DA VARIANCIA

A analise de variancia é importante para a analise de regressao linear multipla. Este tema nao
foi abordado na analise de regressdo linear simples, uma vez que ndo traz novidades em
termos de aplicacdo dos testes, ja que o teste t e o teste F dardo os mesmos resultados.

Basta-nos observar que o teste F é o quadrado do teste t.

Na analise de regressdo multipla, o teste F produz um teste mais geral. Através da sua
utilizacdo determina-se se qualquer das varidveis independentes no modelo possui poder de
explicacdo. Cada varidvel pode entdo ser testada individualmente com o teste t para

determinar se € uma das variaveis significativas.

A andlise de variancia, baseia-se na decomposi¢cdo da soma dos quadrados total, SQT, (que
corresponde a variacdo da variavel resposta), na soma dos quadrados explicada, SQR, (que
corresponde a variacdo da variavel resposta que é explicada pelo modelo) e na soma dos
guadrados dos residuos, SQE, (que corresponde a variacdo da variavel resposta que nao é

explicada pelo modelo).
Desta forma, podemos escrever,

SQT = SQR + SQE &

i()’i -y)?F= i(yi -y)?+ i()’i - 9)?
i=1 i=1 i=1

Assim, no conceito de regressao linear multipla, as hipdteses a testar serdo

{H05ﬁ1 =f,==p,=0
HlfljﬁthO, ]=1,,p

Para testar a hipdtese H,, utiliza-se a estatistica de teste

SOR
_ D _ QMR
F= SQE _ ~ QME Fon—p-1.
n—-p-1

Sf—f"')(f, , Sf—ZE'V)(%_p_l e SQR e SQE independentes. Assim, sob H,, a estatistica de F

com

segue uma distribui¢éo F central com p e n— (p + 1) graus de liberdade, F,,_,_;.
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Portanto, se Fyps > Fi_gpn-p-1) rejeita-se a hipotese H,, com F,,; o valor observado de
estatistica F e F;_gpn-p-1) O quartil 1 — a de distribuicdo F central com p e n—p—1 graus
de liberdade. Ao rejeitarmos H, concluimos que pelo menos uma das varidveis explicativas

contribui significativamente para o modelo.

Estas somas de quadrados podem ser apresentadas numa tabela como a que apresentamos de

seguida.

Tabela 3.1- Tabela da analise de variancia (ANOVA)

Causas de Soma Graus Quadrados Médios
Variacéo Quadrados Liberdade F
Regressdo SQR p QMR = %
p QMR
Erro SQE n-p-1 | oem=—2E | F=0uEg
(residuo) p n—-p—1
Total SQT n—1

Como vimos anteriormente o coeficiente de determinacao € igual ao quadrado do coeficiente

de correlacdo de Pearson, que agora podera ser reescrito da seguinte forma

R — variagao explicada

variagdo total

_SQR _ . SQE
T SQT T SQT”

Este coeficiente € usado para quantificar a capacidade explicativa do modelo, ou seja,
segundo Esteves and Sousa (2007), é uma medida da proporcdo da variacdo da variavel
resposta Y que € explicada pela equacédo de regressdo quando estdo envolvidas as variaveis

independentes X, X;, ..., X,.
Como ja foi referido anteriormente,
0<R*<1.

Temos no entanto de ter atencdo ao facto de que R? = 1 n&o significa que o modelo de
regressdo providencia um bom ajustamento aos dados, dado que a adicdo de uma variavel
aumenta sempre o valor deste coeficiente (mesmo que tenha muito pouco poder explicativo

sobre a variavel resposta).

Desta forma, quando R? é elevado em determinados modelos, leva-nos a interpretacées
erradas de novas observacdes ou estimativas pouco fiaveis do valor esperado de Y. Por isso,

concluimos que R? podera ndo ser um bom indicador do grau de ajustamento do modelo.
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Assim sendo, é preferivel utilizar o coeficiente de determinacéo ajustado, que é uma medida

ajustada do coeficiente de determinacdo e que é “penalizada” quando sdo adicionadas

variaveis pouco explicativas.

O coeficiente de determinacéo ajustado é definido por:

n—1
R2=1—<—) 1-R?).
Note-se que a inclusdo de mais varidveis diminui o valor de R2, pois aumenta p, e nio traz

muito “incremento” a R?.

Ou seja, ao contrario do coeficiente de determinacdo R?, o coeficiente de determinagio
ajustado, R2, ndo aumenta sempre quando adicionamos uma nova variavel. Alids, se
adicionarmos variaveis com pouco poder explicativo este tende a decrescer. Pelo que, quando
existe uma diferenca significativa entre R? e RZ, estamos perante uma situacdo em que

provavelmente tenham sido incluidas no modelo variaveis estatisticamente nao significativas.
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4. ANALISE DE RESIDUOS

Como vimos nos capitulos anteriores os residuos sdo dados pela diferenca entre os valores da

variavel resposta observada e a variavel resposta estimada, isto é,
ei=}’i_37i, i=1,...,n.

Ao realizarmos uma analise de residuos pretendemos verificar se 0 modelo de regressdo que

esta a ser utilizado é adequado. Para tal os residuos devem verificar os pressupostos

anteriormente impostos ao erro do modelo. Tais pressupostos sdo, considerando o modelo

com

Y =4, -, ), X amatriz do modelo,ﬁ = ([)’0, ...,Bp)’ ee= (&, ., &),

a) g, i=1,..,n sdo normalmente distribuidos;
b) wvar(s) =02, i=1,..,n, tém variancia constante (homoscedasticidade);
C) ¢ e gl # j,sdo independentes;

d) néo existem Outliers influentes.

No caso da regressao linear multipla, para além destes pressupostos, é preciso ainda verificar

se existe colinearidade ou multicolinearidade entre as variaveis explicativas.

De seguida apresentamos algumas “técnicas” por forma a verificar estes pressupostos.
4.1.DIAGNOSTICO DE NORMALIDADE

A normalidade dos residuos pode ser analisada quer através de graficos, quer usando alguns

testes, nomeadamente através do

i. grafico P-P plot dos residuos;

ii. histograma dos residuos estandardizados;
iii. teste de Kolmogorov-Smirnov;
iv. teste de Shapiro-Wilk.
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Vejamos:

i. Gréafico P-P plot dos residuos;

Neste grafico, vamos visualizar a distribuicdo de probabilidades dos valores observados com

os valores esperados, representada por uma diagonal, segundo uma distribuicdo normal.

Caso a normalidade se verifique, as observacg8es registadas aproximam-se dessa diagonal, sem

nenhum afastamento significativo.

A Figura 4.1 mostra o grafico p-p plot de residuos. Nesta situacdo a normalidade é verificada
ja que os pontos se aproximam da recta.

Normal P-P Ploi

05

Expected Cum Prob

oo T T T T
00 02 04 06 08 10

Observed Cum Prob

Figura 4.1- Normal p-p plot de residuos

ii. Histograma dos residuos estandardizados

Também se pode fazer um histograma dos residuos no qual se procuram afastamentos
evidentes em relacdo a forma simétrica e unimodal da distribuicdo normal. Este gréafico
apenas devera ser utilizado em amostras de dimensédo elevada, ja que quando se trabalha

com amostras de dimensao reduzida o histograma ndo é muito conclusivo.

iii. Teste de Kolmogorov-Smirnov (K-S)

Neste caso o teste de K-S é utilizado para testar as hipoteses:

{Ho: A distribui¢do é normal
H;:A distribui¢do ndo é normal

A estatistica de teste, é dada por, ver Maroco (2003),

D = max {max(|F (x;) = Fo(x)]); max(|F (x; — 1) — Fo(x) D}
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em que F(x;) — Fy(x;) representa a diferenca entre a frequéncia acumulada de cada uma das
observagbes e a frequéncia acumulada que essa observagdo teria, sendo a sua distribuicdo

normal.

Este teste observa a maxima diferenca absoluta entre a funcdo de distribuicdo acumulada
assumida pelos dados, neste caso da distribui¢cdo normal, e a funcdo de distribuicdo empirica

dos dados.

iv. Teste de Shapiro-Wilk (5-W)

Este teste sugere-nos preferéncia em relacdo ao teste de K-S para amostras de pequenas
dimensdes (n < 30). Neste caso, as hipdteses a serem testadas sé@o as definidas anteriormente

para o teste de K-S.

A estatistica de teste é definida da seguinte forma:

_ Gk a;x;)*

W=cg——3
i (g —%)?

onde:

. a; séo constantes geradas a partir da média, variancia e covariancia de n ordens, ver Maroco
(2003).

4.2 .DIAGNOSTICO DE HOMOSCEDASTICIDADE (VARIANCIA CONSTANTE)

Um dos pressupostos do modelo de regresséo linear é a de que os erros devem ter variancia

constante. Esta condicéo é designada por homoscedasticidade.

A variancia ser constante equivale a supor que ndo existem observacgdes incluidas na variavel

residual cuja influéncia seja mais intensa na variavel dependente.

Uma das técnicas usadas para verificar a suposicdo de que os residuos sdo homoscedasticos, é
a analise do grafico dos residuos versus valores ajustados. Este grafico deve apresentar pontos
dispostos aleatoriamente sem nenhum padrdo definido, como se pode ver, por exemplo na
Figura 4.2.
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Residuos x Valores Ajustados
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Figura 4.2- Confirmacdo da homoscedasticidade dos residuos (di:sponivel em PortalAction).

Por isso, se o0s pontos estdo aleatoriamente distribuidos em torno da recta y = 0, sem nenhum
comportamento ou tendéncia, temos indicios de que a variancia dos residuos € constante. Ja

a presenca, por exemplo, de “funil” é um indicativo da presenca de heteroscedasticidade.
4.3. DIAGNOSTICO DE INDEPENDENCIA

Para testar o pressuposto da independéncia dos residuos, ou a presenca de autocorrelacdo

entre eles, pode utilizar-se o teste de Durbin-Watson (DW).
O teste de Durbin-Watson testa as hipoteses:

{HO: Niao existe autocorrelacido dos residuos
H,: Existe autocorrelacdo positiva dos residuos’

A estatistica de teste é dada por:

_ Yio(ei—ei1)?
= 2
=18

dw

e toma valores entre zero e quatro, 0 < dw < 4.

Esta estatistica mede a correlacdo entre cada residuo e o residuo correspondente a

observacdo imediatamente anterior.

Podemos tomar a decisdo comparando o valor de dw com os valores criticos d; e d; da tabela

de Durbin-Watson disponivel no Anexo 1.

A tabela seguinte da-nos as decisdes a tomar em fungao dos valores criticos, dy e d;.
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Tabela 4.1- Tabela de decisdo em funcéo de dy e d;,

Zona de Rejeicdo e de ndo-rejeicdo de H,

dw [0;d. [ [dy; dyl [dy; 4 — dyl [4—dy;4—d [4—d;4]
Decisédo Rejeitar H, Nada se N&o rejeitar H, Nada se pode Rejeitar H,
pode concluir
Auto-correlagdo concluir Os residuos sao Auto-correlagdo
positiva independentes negativa

4.4 . DIAGNOSTICO DE OUTLIERS E OBSERVAGCOES INFLUENTES

De acordo com Pires e Branco (2007), Outliers sdo observac@es extremas que se encontram de
tal forma afastadas da maioria dos dados que surgem duvidas sobre se elas poderdo ou nao ter

sido geradas pelo modelo proposto para explicar essa maioria dos dados.

Os Outliers podem ser classificados em severos ou moderados consoante o seu afastamento
em relacdo as restantes observag8es. Os Outliers moderados encontram-se fora do intervalo
[@Q; — 1,5Q; Q; + 1,5Q] e os Outliers severos encontram-se fora do intervalo [Q; — 3Q; Q; + 30Q],
em que Q, representa o 1° quartil dos dados e Q a amplitude interquartil, isto é, € a

diferenca entre 0 3° e 0 1° quartil, Q = Q; — Q;.

Se um Outlier for influente vai interferir sobre a funcdo de regressdo ajustada o que significa
que a inclusédo ou ndo desse ponto modifica substancialmente os valores ajustados. Assim, um
ponto é influente se a sua exclusdo na regressdo ajustada provoca uma mudanc¢a substancial

nos valores ajustados.

Uma medida que serve para diagnosticar Outliers é Leverage (LEV). Para uma dada
observacdo, um Leverage elevado indica que essa observacdo se distancia do centro das

observacdes exercendo influéncia sobre o valor previsto. O Leverage varia entre Oe 1.
Acontece que um elevado Leverage indica apenas que a observacao podera ser influente.

Considera-se um Leverage elevado quando, ver Pestana e Gageiro, 2005a,

LEV

3(p+1) . . .
> 0 para amostras de dimensao reduzida

200+ 1
LEV>¥

, para amostras grandes

onde n € a dimensé@o da mostra e p 0 niUmero de varidveis independentes.

Segundo Pires e Branco, (2007), para se perceber os problemas que a presenc¢a de Outliers
podem causar a estimacdo dos minimos quadrados é conveniente distinguir varios tipos de

Outliers:
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a) Outlier de regressao:

Trata-se de um ponto que se afasta significativamente da estrutura linear descrita pelos

dados e que influencia a estimacgéo, conduzindo a modelos ajustados improprios.
b) Outlier em x (ponto de Leverage ou alavanca)

E um ponto que é um Outlier em relacdo & coordenada x, isto é, a coordenada x esta

demasiado afastada das restantes. E um potencial Outlier de regressao.
c) Outlieremy

E um ponto que € Outlier em relagio a coordenada y. Pode ou ndo ser um Outlier de

regressao.
d) Outlier em (x,y)

Um ponto que é Outlier nas duas coordenadas. Este pode ou ndo ser um Outlier de

regressao.”

Uma vez que uma observacdo pode ser considerada um Outlier e pode ou n&do ser uma
observacao influente é importante identificar quais as observacdes influentes. De seguida

serdo apresentadas algumas “técnicas” que permitem essa identificacado.
4.4.1.0bservacoes Influentes

As observacdes influentes sdo aquelas que individualmente ou em conjunto com as outras

observagfes demonstram ter mais impacto do que as restantes no célculo dos estimadores.

Nesta subseccdo, apresentamos varias medidas que sdo utilizadas para identificar as

observacdes influentes.

1) SDFFIT
E uma das medidas de utilizagdo mais frequente para medir a influéncia de cada
observacdo. SDFFIT trata-se de uma medida estandardizada que mede a influéncia

que a observacdo i tem sobre o seu valor ajustado.

Considera-se que uma observacao € influente se, ver Pestana e Gageiro, 2005a,

|SDFFIT| > 2
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2) SDFBETA
A influéncia que uma observagdo tem sobre a estimacdo de cada um dos coeficientes
de regressdo pode ser calculada pelo SDFBETA. Trata-se de uma medida
estandardizada que corresponde a alteracdo nos coeficientes estimados,
,l?j, j=0,..,p, quando se exclui essa observacao.

Neste caso, a observacgéo é influente quando,

|SDFBETA| > 1,96, para amostras de dimensio reduzida

|SDFBETA| > %, para amostras grandes
3) Para verificar se uma observacdo é influente também podemos usar a distancia de
Cook que mede a influéncia da i-ésima observacéo sobre todos os n valores ajustados
Vi, i=1,..,n.
Uma distancia de Cook elevada significa que o residuo e; é elevado, ou a Leverage
para essa observacéo é elevada, ou ambas as situag@es.

De tal forma que, uma observacéo é influente quando, ver Pestana e Gageiro, 2005a,

COOK > —,
n—p-—1
em que n € a dimensdo da amostra e o p 0 numero de varidveis independentes.

Considera-se que observagdes com Distancia de Cook superior a 1 sdo excessivamente

influentes.
4.5. COLINEARIDADE E MULTICOLINEARIDADE

Como foi referido atras, na regressao linear multipla é importante efectuar uma analise de

colinearidade e multicolinearidade.

O termo colinearidade é utilizado para expressar a existéncia de correlagdo elevada entre
duas variaveis independentes, enquanto o termo multicolinearidade é utilizado quando se
trata de mais do que duas variaveis independentes fortemente correlacionadas. No entanto,
existem autores que definem colinearidade como a existéncia de relacdo linear entre duas
variaveis independentes e multicolinearidade como a existéncia de relacédo linear entre uma

das variaveis independentes e as restantes.

Se considerarmos duas quaisquer variaveis independentes, X, e X,, entre as quais existe uma
elevada correlacdo, a proporgdo da variacdo total da varidvel dependente, explicada por X; €

idéntica a proporc¢ao da variacao total da variavel dependente, explicada por X,.
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Quando uma das variaveis independentes ja se encontra no modelo de regressdo, a inclusao
de outra variavel independente, ndo implica, uma explicagdo adicional significativa da

variacdo total da variavel dependente.

A colinearidade podera ser diagnosticada:

. verificando se a matriz de correlagdes das variaveis independentes demonstra correlagoes
elevadas. Caso a correlacdo de duas variaveis seja muito proxima de 1, indica de facto um

problema;

Verificando se, ao se realizar a regressdo de X; em funcdo das outras variaveis

independentes, o valor de R? = 1.

Um indicador usado com frequéncia para detectar a multicolinearidade € o Variance Inflation
Factor (VIF).

A variancia de cada um dos coeficientes de regressao associados as variaveis independentes é

dada por, ver Maroco (2003):

var(f;) = o? (1 —1R.2) X !

N2’
i foa (2 — %)
em que R? é o R? de regressdo de X; sobre as restantes variaveis explicativas.

Esta variancia é tanto maior quanto maior for a correlacdo mdultipla entre X; e as variaveis

independentes.

1 . .. ~ - N
O termo Py designa-se, em concreto, por VIF para o coeficiente de regressdo f; associado a
i

variavel X;.

Segundo Maroco (2003), caso se obtenham valores de VIF > 5 conclui-se que estamos perante

BN

problemas com a estimacdo de B; devido a presenca de multicolinearidade nas variaveis

independentes.
Suponhamos que temos a equacgéo de regressao

Y =Bo+ Xy + BXo + &,
em que X, e X, sdo altamente correlacionadas.

Numa situacdo deste género deviamos eliminar uma das variaveis e reestimar o modelo.
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Existem véarios métodos que permitem, na egressdo linear multipla, fazer uma selec¢cdo das

variaveis independentes que melhor explicam a varidvel resposta, nomeadamente:

. FORWARD - 0 método comeca apenas com a constante e adiciona uma variavel independente
de cada vez. A primeira variavel selecionada é a que apresenta maior correlagdo com a

variavel resposta (maior score statistic)

. BACKWARD - 0 método faz o “contrario” do método Forward. Neste caso todas as variaveis
independentes sédo incorporadas no modelo. Depois, por etapas, cada uma pode ser ou nado

eliminada.

. STEPWISE - 0 método Stepwise é uma “modificacdo” do método Forward que permite resolver
problemas de multicolinearidade. Consiste no seguinte: fazemos entrar no modelo a variavel

explicativa que apresenta maior coeficiente de correlagdo com a variavel dependente.

Em seguida, calculam-se os coeficientes de correlagdo parcial para todas as variaveis que néo
fazem parte da primeira equacédo de regressdo, para que, a proxima variavel a entrar, seja a

gue apresenta maior coeficiente de correlagdo parcial.

Estima-se a nova equacdo de regressdo e analisa-se se uma das duas variaveis independentes

deve ser excluida do modelo.

No final, se ambas as variaveis apresentarem valores t significativos, novos coeficientes de

correlagdo parcial sdo calculados para as variaveis que ndo entraram.

Este processo finda, assim que se chegue a situacdo em gue nenhuma variavel deva ser
acrescentada a equacéo.
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5. APLICACOES

Os dados que usamos neste capitulo foram cedidos pela Doutora Catarina Reis Santos,
Nefrologista na Unidade Local de Salde de Castelo Branco. A amostra é constituida por 35
utentes da Consulta de Hipertensédo e Dislipidémia, no Hospital de Sta. Marta, Lisboa, em
2010, e os dados foram recolhidos através de documento préprio, Avaliacdo da Variabilidade
da Frequéncia Cardiaca, disponivel no anexo 2. Estes dados foram recolhidos com o intuito de
avaliar a existéncia de diferencas da variabilidade da frequéncia cardiaca, entre utentes

diabéticos e nao diabéticos.

O nosso estudo vai-se concentrar nas seguintes variaveis: peso, colesterol total (CT),

triglicéridos e high density lipoprotein (HDL).

Estes dados foram tratados recorrendo ao software SPSS, versdo 19, de onde provém as

tabelas e figuras que apresentamos neste capitulo.

Serdo apresentados dois estudos. No primeiro estudo foi utilizado o Modelo de Regressdo
Linear Simples, enquanto que no segundo consideramos o Modelo de Regressdo Linear

Multipla, com trés variaveis explicativas.
5.1.ESTuUDO 1 - MODELO DE REGRESSAO LINEAR SIMPLES

Com vista a perceber se o nivel de HDL no sangue, (mg/dl), influencia o nivel de CT no sangue

(mg/dl), foi realizada uma andlise de regressao linear simples.

O modelo de regresséo linear simples que representa a relacéo entre a variavel dependente,

CT, e a variavel independente, HDL, é dado pela seguinte equacéo:
CT = By + BLHDL + ¢ (5.1)

Tabela 5.1- Estatistica descritiva

Mean | Std. Deviation | N

CT [154,8857| 103,45467 |35

HDL | 33,6000 19,72040 |35

A Tabela 5.1- Estatistica descritiva mostra o valor médio e o desvio padrdo de CT e HDL.
Concluimos que, nesta amostra, o nivel de concentragdo de CT no sangue é em média
154,8857 (mg/dl), enquanto que de HDL é 33,6.
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Figura 5.1- Diagrama de dispersao

Elaboramos um diagrama de dispersdo com o intuito de perceber se a relacdo existente entre

as duas variaveis é de facto linear.

De acordo com a observacdo do diagrama de dispersdo (Figura 5.1) somos tentados a concluir
gue existe uma relacgdo linear entre o CT e o HDL e que as duas variaveis tendem a variar no
mesmo sentido, o que significa que o aumento da variavel independente, HDL, provoca um

aumento da variavel dependente, CT.

Analisando a Tabela 5.2 podemos afirmar que a correlacdo existente entre as variaveis é
positiva moderada (R = 0,637).

Tabela 5.2- Sumario do Modelo

Model| R |R Square | Adjusted R Square | Std. Error of the Estimate | Durbin-Watson

1 ,637%| 406 ,388 80,91691 1,739
a. Predictors: (Constant), HDL
b. Dependent Variable: colesterol total

Continuando a anélise a Tabela 5.2 concluimos que o valor de R?(0,406) e de RZ (0,388) nado

sdo muito diferentes.

Como foi dito no capitulo 3, a nossa preferéncia recai sobre o valor do coeficiente de
correlagdo ajustado que, neste caso, nos leva a afirmar que 38,8% da variabilidade da variavel
dependente CT é explicada pela variavel independente HDL, sendo a restante variabilidade

explicada por factores ndo incluidos no modelo.
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Tabela 5.3- Tabela da ANOVA

Model Sum of Squares | df | Mean Square F Sig.
Regression | 147828,525 1 | 147828,525 |22,578 |,000%
1| Residual 216069,018 |33 | 6547,546

Total 363897,543 |34
a. Predictors: (Constant), HDL
b. Dependent Variable: colesterol total

Para efectuar a andlise de variancia do modelo recorreu-se ao teste de F que tem associado 0
seguinte p — value(sig)de 0,000. De acordo com o seu valor, rejeitamos Hy: 3, = 0, pelo que
podemos dizer que o modelo é significativo.

Tabela 5.4- Coeficientes

Unstandardized Coefficients | Standardized Coefficients
Model t Sig.
B Std. Error Beta
L (Constant) | 42,538 27,315 1,557,129
HDL 3,344 ,704 ,637 4,752 | ,000

a. Dependent Variable: colesterol total

A equacdo do modelo ajustado de regressao serd, segundo a Tabela 5.4

CT = 42,538 + 3,344HDL . (5.2)

O teste ao coeficiente de regressédo 3, € dado pelo teste t-student ao qual esté associado um
valor de significancia de 0,129 (>0,05). Concluimos, portanto, que ndo se deve rejeitar a

hipétese H,: B, = 0, o que significa que a recta ajustada passa pela origem.

Quanto ao teste para B; é dado pelo teste t-student ao qual esta associado um valor de
significancia de 0,000 (<0,05). Logo rejeita-se a hipotese Hy: B; = 0, o que significa que a

variavel HDL influencia significativamente o CT.

Fazendo a comparacéo dos resultados do teste t com o teste F, verificamos que foram obtidos
0s mesmos resultados como podemos confirmar pelas tabelas Tabela 5.3 e 5.4, tal como era

esperado pelo que foi justificado no capitulo 2.
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5.1.1.Verificacdo dos pressupostos do modelo

O modelo definido em (5.2) s6 sera adequado se validados todos os pressupostos. Vamos nesta

subseccao fazer uma anélise desses pressupostos.

NORMALIDADE DOS RESIDUOS

Dependent Variable: colesterol total

05

=
m
1

Expected Cum Prob
=
hii

0,2

0.0 f T

Observed Cum Prob

Figura 5.2- Normal p-p plot

T
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A partir da analise da Figura 5.2, podemos concluir que as observagfes se aproximam

da recta sem nenhum afastamento sistematico, pelo que somos levados a concluir que

os residuos sdo normalmente distribuidos.

Tabela 5.5- Teste K-S

Unstandardized Residual

N 35
Normal Parameters®" Mean 0000000
Std. Deviation 75,68119963

Absolute ,157

Most Extreme Differences Positive ,139
Negative -,157

Kolmogorov-Smirnov Z ,930

Asymp. Sig. (2-tailed) ,353

a. Test distribution is Normal.
b. Calculated from data.

Com o intuito de confirmar a normalidade dos residuos realizamos o

teste K-S

apresentado na Tabela 5.5. Pelo valor obtido de significancia (0,353) concluimos que

néo se rejeita H,, pelo que os residuos séo normalmente distribuidos.
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AUTOCORRELACAO DOS RESIDUQOS

O valor do teste de Durbin-Watson foi de 1,739, como se pode ver na Tabela 5.2.
Uma vez que este valor pertence ao intervalo [dy; 4 — dy[ (ver Tabela 4.1 e Tabela do

Anexo 1) somos levados a concluir que os residuos sdo independentes.

HOMOSCEDASTICIDADE DOS RESIDUOS

Scatterplot
Dependent Variable: CT

4
o

Regression Standardized Residual
i
o

Regression Standardized Predicted Value

Figura 5.3- Gréfico dos residuos estandardizados

A partir da andlise grafica da Figura 5.3 concluimos que o0s residuos sao
homoscedasticos uma vez que estes se distribuem de forma aleatéria em torno zero (0).
(ver Maroco (2003) e Pestana e Gageiro (2005hb))

OUTLIERS E OBSERVACOES INFLUENTES

Scatterplot
Dependent Variable: CT- Colesterol Total
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Figura 5.4 - Gréfico residuos press

Pela andlise grafica dos residuos estandardizados (Figura 5.3) e dos residuos press
(Figura 5.4) podemos concluir que existem Outliers, dado que ha residuos que
apresentam valores absolutos superiores a 1,96, sendo eles os correspondentes as

observagbes 4, 13 e 26, como mostra a Figura 5.4. (ver Maroco, 2003)
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Tabela 5.6- Estatistica dos residuos

Minimum | Maximum Mean |Std. Deviation | N

Predicted Value 42,5383 293,3138 | 154,8857 65,93859 35

Std. Predicted Value -1,704 2,099 ,000 1,000 35
Standard Error of Predicted Value | 13,684 32,184 18,486 5,776 35
Adjusted Predicted Value 48,0091 316,4877 | 156,4813 66,73882 35
Residual -159,56686 | 306,99640 | ,00000 79,71807 35

Std. Residual(ZRE_1) -1,972 3,794 ,000 ,985 35
Stud. Residual(SRE_1) -2,001 3,869 -,009 1,013 35
Deleted Residual -164,28506 | 319,25589 | -1,59559 84,28194 35

Stud. Deleted Residual(SDRE_1) -2,102 5,154 ,026 1,177 35
Mahal. Distance ,001 4,407 ,971 1,275 35

Cook's Distance ,000 ,299 ,029 ,065 35
Centered Leverage Value ,000 ,130 ,029 ,038 35

a. Dependent Variable: colesterol total

A confirmacédo da existéncia de Outliers pode ser feita, por exemplo, através do valor
maximo do student deleted residual que neste caso corresponde ao valor 5,154 > 1,96.

E também analizando o valor da Leverage centrada méaxima, que é igual a 0,130 >
@= 0,12, n=35, p=1. Interessa verificar se Outliers sdo ou ndo observacdes
influentes. Olhando ainda para a Tabela 5.6 tudo leva a crer que sim, ja que temos

t  —0,121.

como valor maximo da distancia de COOK 0,299 > i

Vamos usar mais uma técnica para averiguar a existéncia de Observacfes Influentes,
recorrendo a analise dos SDFFIT. Para isso apresentamos o grafico dos SDFFIT (Figura
5.5).

1,00000

00000

-1,00000

Standardized DFFIT

-2,00000-]

i

-3,00000-]

T T T T
-2,00000 00000 200000 400000
Standardized Predicted Value

Figura 5.5- Gréafico dos Standardized DFFIT
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Visto que as observacdes 4, 13 e 26 da Figura 5.5 tém |SDFFIT| > 2 [%z 0,49,

concluimos que se tratam de observacg@es influentes, devendo ser mantidas no estudo

como é sugerido, por exemplo, por Pestana e Gageiro (2005a).
Concluséo

Uma vez que todos os pressupostos da regressdo linear simples foram validados, podemos

concluir que o modelo (5.2) é adequado justificando correctamente os dados.
5.2.ESTUDO 2 - MODELO DE REGRESSAO LINEAR MULTIPLA

Neste estudo passamos a considerar o modelo de regressdo linear mdaltipla, que sera
“estimado” através do método Stepwise. O que pretendemos averiguar é de que forma o

peso, o nivel de HDL, e o nivel de triglicéridos (mg/dl) influenciam o nivel de CT no sangue.

O modelo de regressédo linear multipla que representa a relacdo entre a variavel dependente,
CT, e as variaveis independentes, peso, HDL, triglicéridos, é dado pela seguinte equagao:
CT = By + Pipeso + f,HDL + Batriglicéridos + ¢ (5.3)

Tabela 5.7- Estatistica descritiva

Mean |Std. Deviation | N

CT- Colesterol Total | 154,8857 | 103,45467 |35
HDL 33,6000 19,72040 |35

Peso 73,8429 21,21624 35
Triglicéridos 160,7429| 298,36134 |35

O valor médio de CT é aproximadamente 154,8857 mg/dl enquanto que o valor médio de HDL
€ de 33,6 mg/dl aproximadamente e dos triglicéridos € 160,7429 mg/dl. O peso médio dos

individuos da amostra é de 73,8 Kg, aproximadamente.

Tabela 5.8- Tabela de variaveis inseridas/removidas

Variables Variables

Model Method

Entered Removed

o Stepwise (Criteria: Probability-of-F-to-enter <= ,050,
1 Triglicéridos .
Probability-of-F-to-remove >= ,100).

) HDL Stepwise (Criteria: Probability-of-F-to-enter <= ,050,

Probability-of-F-to-remove >= ,100).

a. Dependent Variable: CT- Colesterol Total

A Tabela 5.8 confirma a utilizacdo do método Stepwise. Verificamos que a primeira variavel a

entrar é triglicéridos, seguindo-se a variavel HDL.
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Tabela 5.9- Suméario do Modelo

Model | R |R Square | Adjusted R Square | Std. Error of the Estimate | Durbin-Watson
1 ,682%| 465 ,449 76,81933

2 |,856°| ,733 , 716 55,10980 1,716
a. Predictors: (Constant), Triglicéridos
b. Predictors: (Constant), Triglicéridos, HDL
c. Dependent Variable: CT- Colesterol Total

Observando a Tabela 5.9, concluimos que R? e R? tomam valores aproximados, sendo que o
maior valor de R2 corresponde ao modelo em que sdo consideradas as duas varidveis
explicativas, HDL e triglicéridos. Concluimos que este modelo serd provavelmente o que
melhor explica os valores de CT. Este valor permite-nos afirmar que 71,6% (R2 = 0.716) da

variabilidade de CT é explicada por este modelo.

Tabela 5.10- Tabela da ANOVA

Model Sum of Squares | df | Mean Square F Sig.
Regression | 169157,648 1 | 169157,648 | 28,665 | ,000%
1| Residual 194739,895 |33| 5901,209

Total 363897,543 |34
Regression | 266710,661 | 2 | 133355,331 | 43,909 | ,000°
2| Residual 97186,882 32| 3037,090

Total 363897,543 |34
a. Predictors: (Constant), Triglicéridos

b. Predictors: (Constant), Triglicéridos, HDL
c. Dependent Variable: CT- Colesterol Total

Pela analise do valor de significancia do teste F (0,000) concluimos que o modelo é altamente
significativo. Constata-se que o CT ¢é explicado pelas duas variaveis independentes
(triglicéridos e HDL). Esta conclusdo pode ser confirmada observando a significancia do teste t
da Tabela 5.11 (sig = 0,000).

Tabela 5.11- Coeficientes

Unstandardized | Standardized 95,0% Confidence Collinearity
Coefficients Coefficients Interval for B Statistics
Model t Sig.
Std. Lower | Upper
B Beta Tolerance | VIF
Error Bound Bound
L (Constant) | 116,885 | 14,798 7,899,000 | 86,778 | 146,992
Triglicéridos | ,236 ,044 ,682 5,354,000 | ,147 ,326 1,000 1,000
(Constant) | 29,500 | 18,720 1,576|,125| -8,630 | 67,631
2| Triglicéridos | ,202 ,032 ,582 6,256 |,000| ,136 ,268 ,964 1,037
HDL 2,766 ,488 ,527 5,667,000 1,772 3,760 ,964 1,037

a. Dependent Variable: CT- Colesterol Total
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Ainda da analise da Tabela 5.11 concluimos que o modelo ajustado tem como equacéo

CT = 29,5 + 0,202triglicéridos + 2,766HDL (54)

Ambas as variaveis explicativas apresentam um coeficiente positivo o que parece fazer
sentido, uma vez que, o aumento do nivel de triglicéridos e de HDL fazem aumentar o valor
de CT.

Tabela 5.12- Variaveis excluidas

Collinearity Statistics

Model |Betaln| t Sig. | Partial Correlation
Tolerance | VIF | Minimum Tolerance

L HDL | ,527* |5,667|,000 ,708 ,964 1,037 ,964

Peso | -,075% | -,586 | ,562 -,103 1,000 |1,000 1,000
2 |Peso| -,070° | -,762 | ,452 -,136 ,999 1,001 ,964
a. Predictors in the Model: (Constant), Triglicéridos
b. Predictors in the Model: (Constant), Triglicéridos, HDL
c. Dependent Variable: CT- Colesterol Total

A Tabela 5.12 da-nos a informacdo de quais as variaveis excluidas da analise. A variavel
excluida é o peso, dado que pelo valor da significancia para o teste t (0.452) leva a nao
rejeicdo da hip6tese nula. Assim, esta variavel ndo influencia significativamente os niveis do
CT.

O que vai de encontro a realidade, uma vez que o aumento de peso nos individuos nédo
significa que estes venham a “sofrer” de niveis de CT no sangue superiores ao niveis normais.
Pode inclusivamente surgir a situacdo de que individuos com peso abaixo do peso ideal

“sofram” de niveis bastante elevados de CT.
5.2.1.Verificacdo dos pressupostos do modelo

Com o intuito de verificar se o modelo (5.4) é adequado, de seguida é feita uma analise dos

pressupostos da regressao linear multipla.

» NORMALIDADE DOS RESIDUOS

Observando a Figura 5.6 parecem existir alguns pontos que se afastam da diagonal

principal, ndo sendo conclusivos quanto a normalidade dos residuos.
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Dependent Variable: CT- Colesterol Total
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Figura 5.6- Normal p-p plot da regressao dos residuos estandardizados

Para confirmar a normalidade realizamos o teste K-S apresentado na Tabela 5.13.
Mediante o valor de significancia obtido (0,123) confirmamos que os residuos séo

normalmente distribuidos, devido a ndo se rejeitar a hipdtese nula.

Tabela 5.13- Teste K-S

Unstandardized Residual
N 35
Normal Parameters®® Mea'n _ 0000000
Std. Deviation| 53,46435912
Absolute ,195
Most Extreme Differences| Positive ,095
Negative -,195
Kolmogorov-Smirnov Z 1,152
Asymp. Sig. (2-tailed) 141
Exact Sig. (2-tailed) ,123
Point Probability ,000

a. Test distribution is Normal.
b. Calculated from data.

» AUTOCORRELACAO DOS RESIDUOS

Considerando o resultado obtido para o teste de Durbin-Watson, apresentado na Tabela
5.9 (1,716) e uma vez que eese valor pertence ao intervalo [dy; 4 — dy[, concluimos que

os residuos sédo independentes (ver Tabela 4.1 e Tabela do Anexo 1).
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HOMOSCEDASTICIDADE DOS RESIDUOS

Scatterplot
Dependent Variable: CT- Colesterol Total
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Figura 5.7- Gréfico dos residuos estandardizados

A partir da analise grafica dos residuos estandardizados, Figura 5.7, como os residuos se
distribuem aleatoriamente em torno de zero, concluimos que o0s residuos sdo

homoscedasticos. (ver Maroco, (2003) e Pestana e Gageiro, (2005b))

COLINEARIDADE

Como se trata de uma analise de regressdo linear multipla, um dos pressupostos que

tera de ser verificado € se existe colinearidade entre as duas variaveis independentes.

Tabela 5.14- Diagn6stico da colinearidade

Variance Proportions
Model | Dimension | Eigenvalue | Condition Index -
(Constant) | Triglicéridos | HDL
L 1 1,480 1,000 ,26 ,26
2 ,520 1,686 , 74 74
1 2,249 1,000 ,04 ,08 ,04
2 2 ,617 1,909 ,05 ,92 ,04
3 ,134 4,095 ,91 ,00 ,92

a. Dependent Variable: CT- Colesterol Total

Dado que para as duas variaveis independentes os valores de VIF < 5, como podemos
confirmar pela Tabela 5.11, concluimos que ndo existem problemas de colinearidade.
Esta conclusdo pode ser confirmada pelos Condition Index na Tabela 5.14, ja que estes

valores sdo inferiores a 15 (ver Maroco, 2003).
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o QUTLIERS E OBSERVACOES INFLUENTES

Scatterplot
Dependent Variable: CT
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Figura 5.8- Gréfico residuos press

Pela analise grafica dos residuos press, Figura 5.8, temos que, existem Outliers, dado

que apresenta residuos com valores absolutos superiores a 1,96 (ver Pestana e Gageiro,

2005b). Sdo Outliers as observacdes 4, 24 e 26.

Tabela 5.15- Estatistica dos residuos

Minimum | Maximum | Mean |Std. Deviation | N

Predicted Value 29,5005 515,2530 | 154,8857 88,56879 35

Std. Predicted Value -1,416 4,069 ,000 1,000 35
Standard Error of Predicted Value 9,354 52,627 14,193 7,785 35
Adjusted Predicted Value 33,3483 | 673,1512 |160,4467| 109,00174 |35
Residual -184,03899 | 115,37788 | ,00000 53,46436 35

Std. Residual -3,339 2,094 ,000 ,970 35

Stud. Residual -3,397 2,130 -,028 1,009 35
Deleted Residual -190,46869 | 119,42819 | -5,56101 | 63,58802 |35
Stud. Deleted Residual -4,182 2,263 -,044 1,104 35
Mahal. Distance ,008 30,033 1,943 5,064 35
Cook's Distance ,000 3,001 ,105 ,505 35
Centered Leverage Value ,000 ,883 ,057 ,149 35

a. Dependent Variable: CT- Colesterol Total

A confirmacdo de existéncia de Outliers pode ser feita através do valor maximo de

(2(+1) _

Student Deleted Residual (2,263>1,96) e do Leverage (0,883 > =

Maroco, 2003)

Olhando ainda para a Tabela 5.15 concluimos que estes Outliers poderéo ser influentes

uma vez que o valor maximo da distancia de COOK = 3,001 >

n

n

t  ~0,125.

-p—-1

0,17). (ver
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Para averiguar se as observacdes sdo efectivamente influentes, devemos ainda recorrer

a analise dos SDFFIT, pelo que apresentamos de seguida o grafico destes.
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Figura 5.9- Grafico dos Standardized DFFIT

Concluimos entdo que as observacdes 4 e 26 sdo observagbes influentes, uma vez que

p+1

|SDFFIT| > 2 o 0,61. No entanto a observacédo 24 ndo satisfaz esta condicdo, o

que significa que nao é influente.

Concluséao

O que fazer em situacfes como esta € uma questdo ainda nos tempos actuais colocada por
muitos autores da area. Podemos tomar a decisdo mais facil, que passa por excluir esta
observagdo da anélise e reestimar de novo o modelo. No entanto ha quem defenda que se

deve manter este tipo de observag@es, ver por exemplo, Figueira (1995).

A excepcao desta questdo todos os restantes pressupostos foram validados. Optando pela ndo
exclusdo da observagdo 24, teriamos o modelo (5.4) como o modelo vélido, adequado aos
dados.
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6. CONCLUSOES

O presente trabalho teve como principal objectivo aprofundar o conhecimento dos modelos

de regressao linear.

Centramo-nos no entanto no estudo do modelo de regresséo linear simples onde procuramos
apresentar de forma detalhada os pressupostos do modelo e o método dos minimos

guadrados, que nos leva a obtencao de estimadores dos parametros do modelo.

Realizamos ainda inferéncia para os parametros, construindo testes e intervalos de confianga

para 0os mesmos.

Este trabalho ndo abordou de forma exaustiva o0 modelo de regressdo linear multipla, pela
extensdo do tema e pela restricdo do tempo, dai termos designado o capitulo referente a este

tema como “Breve Abordagem™.

Tendo em conta a importancia de validacdo dos pressupostos impostos ao erro do modelo, por
forma a concluir se 0 modelo é adequado, foi apresentado um capitulo sobre a andlise de

residuos.

Desenvolvemos alguns estudos, no capitulo das Aplicacbes, com vista a mostrar a grande
aplicabilidade do modelo de regressao linear em diversas areas, nomeadamente, na area das
ciéncias da salde, area contemplada nos estudos que apresentamos. Dada a restricdo de
tempo, ndo foi considerado neste capitulo o modelo mais complexo da regressdo linear
multipla, onde teriamos de inserir a interac¢do entre as varidveis. A partir da investigacéo
realizada neste Ultimo capitulo consideramos importante a apresentacdo de algumas

consideracdes finais.

Podemos afirmar que existe uma relagdo entre os niveis (mg/dl) no sangue de CT e HDL,
triglicéridos. Constatamos que uma outra variavel, peso, ndo influencia significativamente os
niveis de CT. Este facto corrobora a existéncia de pessoas que, mesmo com excesso de peso,
ndo tém niveis elevados de CT no sangue, e o contrario, pessoas magras, podem “sofrer” de

colesterol total elevado.

Embora a variabilidade da variavel CT ndo seja inteiramente explicada pelos niveis de HDL e
triglicéridos, existindo outros factores que ndo foram identificados neste estudo, podemos
afirmar que, em média, um aumento das variaveis HDL e triglicéridos provoca um aumento de
CT.
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ANEXOS
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Anexo 1- Tabela de valores criticos de d; e dy,

(disponivel em Maroco (2003))
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Tabela de valores criticos de d, e d, (disponivel em Maroco (2003)).

para a = 0.05

p 1 2 3 4 5 10 15

6 0.61 | 1.40

10 0.88 1 1.32 | 0.70 | 1.64 | 0.53 | 2.02 | 0.38 | 2.41 | 0.24 | 2.82

20 1.20 | 1.41 | 1.10 | 1.54 | 1.00 | 1.68 | 0.89 | 1.83 | 0.79 | 1.99 | 0.34 | 2.89 | 0.06 | 3.68

30 1351149128 157|121 |165)|1.14|1.74]1.07 | 1.83]0.71 | 2.36 | 0.39 | 2.94

40 144 1154|1139 |160 | 134|166 | 129|172 | 1.23 | 1.79 | 0.95 | 2.15 | 0.68 | 2.56

50 1.50 | 1.59 | 1.46 | 1.63 | 1.42 | 1.67 | 1.38 | 1.72 | 1.34 | 1.77 | 1.11 | 2.05 | 0.88 | 2.35

60 155|162 151 |1.65|1.48 169|144 |1.73|1.41 | 1.77 122 |1.98 | 1.03 | 2.28

70 1.58 | 1.64 | 1.55 | 1.67 | 1.53 | 1.70 | 1.49 | 1.74 | 1.46 | 1.77 | 1.31 | 1.95 | 1.14 | 2.15

80 1.61 166|159 |1.69 | 1.56 | 1.72 | 1.53 | 1.74 | 1.51 | 1.77 | 1.37 | 1.93 | 1.22 | 2.09

90 164 | 168 | 161 | 1.70 | 1.59 | 1.73 | 1.57 | 1.75 | 1.54 | 1.78 | 1.42 | 1.91 | 1.29 | 2.06

100 | 1.65 ) 1.69 | 1.63 | 1.72 | 1.61 | 1.74 | 1.59 | 1.76 | 1.57 | 1.78 | 1.46 | 1.90 | 1.35 | 2.03

200 | 1.76 | 1.8 | 1.75 (1.79 | 1.74| 1.8 | 1.73 | 1.81 | 1.72 | 1.82 | 1.67 | 1.87 | 1.61 | 1.93







Modelo de Regressdo Linear e suas Aplicacfes

Anexo 2 - Avaliacdo da variabilidade da
frequéncia cardiaca
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Avaliacdo da variabilidade da frequéncia car diaca

Caracterizagédo de variaveis demogr éficas: sexo, raca, data de nascimento
Caracterizacdo de variaveis clinicas: peso, altura, TAS, TAD, DM, dislipidémia,
doenca coronaria, doenca cerebrovascular, tabagismo, actividade fisica, historia familiar
de qualquer uma das doencas referidas anteriormente

Terapéutica anti-hipertensora: ACC, beta-blogueantes, IECA/ARA, diurético,
associacao

Avaliacdo analitica: colesterol total, HDL, triglicéridos, glicemia, creatinina
Avaliacao de lesdo de 6rgao-alvo: HVE, microalbumindria

Par ametr os de variabilidade da frequéncia car diaca: medidas de “time-domain” e
frequéncia

Andlise dos resultados

- caracterizacdo da variabilidade da frequéncia cardiaca por géneros, classe etariae
grupos patol 6gicos

- avaliacdo alongo prazo de eventos cardiovasculares (EAM, AVC, mortalidade, ...)
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AVALIACAO DA VARIABILIDADE DA FREQUENCIA CARDIACA

Nome:

n° processo:

Raca: data de nascimento:

Peso: Altura:

Variaveis clinicas:

Diabetes Dca cerebrovascular

Historia familiar

Terapéutica anti-hipertensora

Avaliacdo analitica:

Lesdo-orgéo alvo:

Parametros de variabilidade da frequéncia cardiaca:

SDNN: HF:
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Anexo 3 - Variabilidade da frequéncia cardiaca
(FC) - Base de dados
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Variaveis demograficas

nome | n° processo raca data de nascimento
9043085 caucasiano 04-09-1968
9047058 caucasiano 15-02-1944
9050121 caucasiano 24-09-1948
5144834 negra 11-09-1949
caucasiano
caucasiano
caucasiano
caucasiano 17-01-1946
negra 21-05-1989
caucasiano 02-01-1932
caucasiano 04-10-1959
9007759 caucasiano 19-03-1971
5099458 caucasiano 27-11-1940
8027480 caucasiano 15-07-1962
8027228 caucasiano 14-10-1961
99018573 caucasiano 02-10-1948
8070668 negra 10-03-1951
98042393 caucasiano 16-09-1948
97050698 | caucasiano 08-06-1965
7283618 caucasiano 15-11-1957
7302865 caucasiano 18-04-1978
5122080 caucasiano 29-09-1947
8014858 caucasiano 15-12-1948
9044483 caucasiano 04-09-1957
4017870 caucasiano 20-01-1949
caucasiano 24-10-1946
8038698 caucasiano 31-12-1948
caucasiano 01-03-1944
8016803 caucasiano 26-02-1952
caucasiano 29-09-1982
8095648 caucasiano 06-04-1966
caucasiano
caucasiano 23-04-1944
8022849 caucasiano 12-12-1937
3001906 caucasiano 26-01-1937
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Variaveis clinicas
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Terapéutica anti-hipertensora Avaliacdo analitica

ACC | BB | IECA/ARA | Diurético | Associacao | glicemia | creatinina | CT | HDL | Triglic | HbAlc | &c.Urico
0 0 0 0 0 129 0,8 286 | 42 297
0 0 0 0 0 95 0,8 212 | 66 63
0 0 0 0 0
1 0 1 1 0 162 0,7 170| 75 89 8,8
1 0 1 1 0 153 1,2 128 | 35 102 54 7,6
0 0 0 0 0
0 1 0 0 0 162 1,1 125 | 22 83 8,1 3
0 0 0 0 1 140 1,4
0 0 0 0 0
1 0 1 1 0 114 1,4 166 | 53 104 54
1 0 1 1 0 146 0,9 144 | 31 139 4,9
1 0 0 1 0 100 0,7 204 | 25 102
1 0 1 1 0 142 0,7 500| 45 | 1790 7 4,5
0 0 1 0 0 75 0,9 158 | 52 65 4,2
0 0 0 0 0 100 0,9 144 | 33 | 184 4,8
0 0 0 0 1 122 1,1 190 | 50 138 5,9 7,1
0 0 0 1 0 243 1,7 192 | 38 378
0 0 1 0 0 96 0,7 193| 38 | 171 4,3
0 1 0 0 0 91 0,6 162 | 64 39
0 0 0 0 0 108 0,8 175| 23 192 4,7
0 0 0 0 0 100 1,1 188 | 47 34 5,2
1 0 1 1 0 209 0,9 147 | 38 74 10 4,9
1 0 0 0 1 114 0,9 246 | 40 | 109
0 0 1 0 0 119 0,8 308 | 40 | 260
0 0 0 0 1 131 1,3 173 | 30 213
1 0 0 0 1 220 1 35 286 9,4 5,2
1 0 1 1 0 171 0,7 232 | 58 67 8,5
0 1 1 1 0 122 19 209 | 36 | 208 9,4
0 0 0 0 0 129 1,2 190 | 33 | 119 6,5
0 0 0 0 0 157 0,7 153 | 24 61 8,4
0 0 1 1 0 92 0,4 173 | 46 80 6,8 5,4
0 1 1 1 0 0,8
0 0 1 140 1,1 95 | 26 89 10,9 6,2
0 0 0 0 1 222 1,3 158 | 31 90 7,9 5,8
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Lesdo orgao-alvo Variabilidade da frequéncia cardiaca
HVE | microalbumindria| RRI | SDNN | RMSSD | NN50 | pNN50 | SD1 | SD2 |SD1/SD2 | RRI | SDNN | RMSSD | NN50 | pNN50 | SD1 | SD2 |SD1/SD2
788 43,36 14,43 0 0 10,2 | 60,46 0,17 27,54 | 14,44 0 0 10,21 | 37,58 0,27
1 917 33,37 18,81 3 1,03 13,3 | 45,27 0,29 34,39 | 18,84 3 1,03 [13,31]| 46,78 0,28
933,14 | 66,1 53,07 | 108 | 35,64 |37,52| 85,59 0,44 62,45 | 53,07 | 108 | 35,64 |37,52| 79,94 0,47
718,6 | 22,81 | 16,82 3 0,72 |11,89| 29,99 0,4 22,64 | 16,82 3 0,72 |11,89| 29,72 0,4
976 | 62,93 53,4 29 | 12,24 |37,75| 80,59 0,47 62,94 | 53,38 29 | 12,24 |37,74| 80,62 0,47
930 23,25 17,99 5 1,56 [12,72| 30,32 0,42 22,25 | 17,99 5 1,56 [12,72| 28,78 0,44
0 1 754,6 | 12,52 11,34 0 0 8,01 | 15,78 0,51 12,23 | 11,35 0 0 8,02 | 15,32 0,52
0 1003 | 28,05 | 26,83 12 4,18 18,97 | 34,83 0,54 27,22 | 26,84 12 4,18 |18,98| 33,5 0,57
736,14 | 14,62 15,91 2 0,5 11,25| 17,34 0,65 13,6 15,92 2 0,5 11,25| 15,6 0,72
750,38 | 12,97 9,96 0 0 7,04 | 16,93 0,42 12,66 9,96 0 0 7,04 | 16,46 0,43
1 0 562,9 | 14,47 5,5 0 0 3,89 | 20,09 0,19 12,62 5,5 0 0 3,80 | 17,42 0,22
0 1 723,28 | 17,94 9,56 0 0 6,76 | 24,45 0,28 15,49 9,56 0 0 6,76 | 20,84 0,32
823,31| 40 17,35 2 0,56 |12,27| 55,23 0,22 21,33 | 17,35 5 0,56 |12,27| 27,56 0,45
1012 | 48,45 | 51,25 | 102 | 34,69 |36,24| 58,14 0,62 43,73 | 51,3 102 | 34,69 |36,27 | 50,09 0,72
874 30,43 18,31 5 1,47 (12,94 41,03 0,32 29,89 18,3 5 1,47 (12,94 40,24 0,32
679 10,76 4,96 0 0 3,51 14,8 0,24 8,52 4,94 0 0 3,49 | 11,53 0,3
858 23,52 | 22,43 5 1,46 |15,86| 29,23 0,54 23,43 | 22,44 5 1,46 |15,86| 29,08 0,55
1028 | 64,05 | 63,65 97 | 36,47 |44,85| 78,7 0,57 63,15 | 63,67 97 | 36,47 44,87 | 77,22 0,58
744 | 24,32 | 17,03 0 0 12,04 | 32,22 0,37 23,88 | 17,04 0 0 12,05 31,55 0,38
975,5 | 25,64 | 19,57 0 0 13,83 | 33,52 0,41 25,24 | 19,56 0 0 13,83| 32,9 0,42
774 25,03 15,37 1 0,26 |10,86| 33,69 0,32 24,46 | 15,38 1 0,26 |10,88]| 32,83 0,33
1 1 819 28,98 14,4 1 0,27 10,18 | 39,7 0,26 26,42 | 14,38 1 0,27 10,17 | 35,95 0,28
1017 | 47,65 | 35,73 45 | 15,36 | 25,26 | 62,47 0,4 45,83 | 35,75 45 | 15,36 |25,28| 59,68 0,42
847 | 24,81 | 17,63 2 0,69 |12/45| 32,8 0,38 25,83 | 17,65 2 0,69 |12,46| 34,34 0,36
1 1165 | 46,39 | 27,85 21 8,24 119,69]| 62,58 0,31 42,02 | 27,86 21 8,24 | 19,7 | 56,06 0,35
621 9,93 8,62 0 0 6,09 | 12,66 0,48 9,44 8,61 0 0 6,09 | 11,88 0,51
0 1 832 21,14 | 16,63 1 0,28 |11,76| 27,49 0,43 17,73 | 16,62 1 0,28 |11,75| 22,14 0,53
1087 | 14,45 17,13 0 0 12,11 | 16,45 0,74 13,74 | 17,14 0 0 12,12 | 15,19 0,8
1 799 | 3522 | 2161 7 1,88 [1528| 474 0,32 29,32 | 21,58 7 1,88 |15,26| 38,55 0,4
766 33,87 13,96 2 0,51 | 9,87 | 46,87 0,21 26,15 | 13,97 2 0,51 | 9,88 | 35,64 0,28
0 1 729,87 | 29,42 18,93 2 0,49 |13,39]| 33,39 0,34 23,37 | 18,97 2 0,49 |13,41| 30,2 0,44
788 |108,23| 82,44 54 | 39,13 |58,24|141,54| 0,41 107 82,36 54 | 39,13 | 58,19 139,69 0,42
796 | 24,65 | 10,81 0 0 7,64 | 34,02 0,22 23,06 | 10,81 0 0 7,64 | 317 0,24
577 7,35 9,2 1 0,19 | 6,51 8,1 0,8 7,19 9,2 1 0,19 6,5 7,81 0,83
666,7 | 9,67 4,22 0 0 2,99 | 13,34 0,22 8,15 4,23 0 0 2,99 | 11,13 0,27
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VLF NON-DETREND | VLF DETREND LF HF
FFT AR FFT AR | FFT | AR | FFT | AR | FFT | AR | FFT | AR
718 1145 174 187 | 171 | 162 | 144 | 142 | 45 43 38 38
382 467 351 502 | 138 | 137 | 165 | 153 | 58 61 66 69
593 654 372 375 | 950 | 961 | 949 | 965 | 485 | 494 | 486 | 493
85 94 80 89 91 86 92 86 70 74 70 74
441 552 309 370 | 386 | 371 | 396 | 373 | 652 | 636 | 641 | 635
80 91 52 61 120 | 119 | 123 | 121 | 54 56 54 56
21 23 17 19 32 31 31 31 13 13 13 13
160 159 134 136 98 | 111 | 100 | 110 | 101 | 106 | 103 | 108
39 42 24 25 20 21 21 20 15 14 14 13
44 42 40 37 19 23 19 22 25 25 25 25
81 98 54 66 16 15 19 15 6 6 6 6
89 105 50 53 34 36 32 33 32 33 31 32
634 1266 98 100 79 78 61 67 58 59 51 51
335 462 129 143 | 306 | 312 | 291 | 299 | 505 | 498 | 488 | 479
199 216 182 190 | 189 | 211 | 188 | 211 | 51 48 49 a7
46 51 24 24 7 9 7 8 2 2 2 2
119 119 115 115 61 73 62 73 64 67 64 67
603 725 534 645 | 599 | 588 | 603 | 590 | 718 | 698 | 724 | 702
134 146 126 138 98 | 102 | 99 | 104 | 50 49 50 50
179 205 168 196 87 88 89 88 54 55 55 55
114 122 104 103 | 115 | 132 | 113 | 130 | 69 65 67 64
239 275 172 189 | 100 | 101 | 100 | 101 | 57 57 57 57
666 715 589 629 | 219 | 216 | 216 | 214 | 202 | 205 | 202 | 208
105 122 129 151 | 168 | 162 | 165 | 161 | 81 78 82 79
644 812 467 537 | 282 | 289 | 269 | 280 | 116 | 103 | 110 | 102
21 23 16 17 10 10 10 10 14 14 14 14
117 135 51 57 30 29 32 29 59 58 60 58
36 40 24 28 28 27 31 28 9 10 10 10
347 411 161 165 | 216 | 214 | 195 | 209 | 56 57 56 57
447 544 217 229 74 86 77 79 35 33 32 32
248 302 83 100 96 93 | 101 | 93 70 69 73 70
668 993 471 720 |1630|1737|1648 | 1740 | 2919|2843 | 2918 | 2849
182 285 157 218 88 80 74 74 34 27 29 25
11 13 10 12 4 4 4 4 8 7 7 7
35 45 23 25 6 6 4 5 3 2 2 2
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Total power

LF/HF

FFT

AR

FFT

AR

FFT

AR

FFT

AR

935

1351

358

368

3,78

3,74

3,76

3,66

579

666

584

725

2,36

2,21

2,47

2,22

2029

2110

1809

1835

1,96

1,94

1,95

1,96

247

255

243

250

1,29

1,16

1,31

1,17

1479

1561

1347

1379

0,59

0,58

0,62

0,59

255

268

230

239

2,23

2,13

2,25

2,15

66

69

63

65

2,37

2,34

2,36

2,34

361

377

338

354

0,97

1,04

0,97

1,02

75

77

60

60

1,34

15

1,45

1,48

89

91

85

86

0,77

0,94

0,76

0,89

104

120

79

88

2,75

2,46

3,09

2,5

155

175

114

119

1,06

1,08

1,02

1,05

773

1404

211

219

1,36

1,31

1,2

1,3

1146

1273

909

922

0,61

0,63

0,6

0,63

440

476

421

449

3,7

4,38

3,82

4,42

56

63

34

35

3,08

3,43

3,07

3,3

246

261

242

256

0,95

1,09

0,96

1,09

1920

2012

1862

1938

0,83

0,84

0,83

0,84

283

298

276

292

1,96

2,07

1,96

2,08

322

349

313

340

1,6

1,61

1,6

1,61

299

319

285

298

1,66

2,03

1,67

2,03

396

434

330

348

1,75

1,76

1,76

1,76

1088

1137

1008

1052

1,09

1,05

1,07

1,03

355

364

377

393

2,06

2,06

2,02

2,02

1042

1205

847

920

2,43

2,8

2,43

2,74

46

47

41

42

0,76

0,74

0,77

0,7

207

223

143

145

0,5

0,51

0,53

0,5

75

78

65

67

2,85

2,75

3,09

2,83

619

683

413

432

3,82

3,73

3,49

3,62

558

663

327

341

2,08

2,58

2,41

2,48

414

466

258

264

1,36

1,34

1,39

1,33

5218

5574

5038

5310

0,56

0,61

0,56

0,61

304

393

261

318

2,57

2,97

2,52

2,89

23

25

22

24

0,53

0,55

0,53

0,55

44

54

31

33

1,98

2,1

1,75

1,99




